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3.1 Einleitung

Sobald ein Habitatmodell an die beobachteten Daten
angepasst worden ist, stellen sich Fragen nach der
Modellgiite: Wie gut ist das Modell? Ist das Modell gut
genug? Diese Fragen, insbesondere die zweite, lassen
sich nicht allein durch die Berechnung statistischer
GiitemafBle beantworten, sondern die Beantwortung
hingt wesentlich vom Anwendungskontext ab. Stati-
stische GiitemaBe helfen jedoch bei der Beurteilung,
indem sie unterschiedliche Aspekte des Modells
quantifizieren; zu den bekanntesten Giitemallen zdhlen
die Fehlerrate bei Modellen, die Vorkommenswahr-
scheinlichkeiten vorhersagen, oder das R? bei linearen
Regressionsmodellen.

In diesem Beitrag stellen wir verschiedene
GiitemaBle vor, die sich fiir die Beurteilung von
Habitatmodellen eignen. Wir betrachten die Situation,
in der die Beobachtungen bindr sind, d.h. in eine von
zwei Klassen fallen (Vorkommen/Nichtvorkommen
bzw. Erfolg/Nichterfolg). Modelle fiir solche Beobach-
tungen sagen entweder Wahrscheinlichkeiten fiir das
Vorkommen, oder direkt das Vorkommen bzw. Nicht-
vorkommen voraus. Die meisten statistischen Verfahren
in der Habitatmodellierung zdhlen zur ersten Gruppe,
zum Beispiel logistische Regression, Generalized ad-
ditive models (GAMs) oder neuronale Netze. Vertreter
der zweiten Gruppe sind lineare Diskriminanzanalyse
und Entscheidungsbdume (vgl. Schroder und Reineking
2004a).

Dormann CF, Blaschke T, Lausch A, Schrider B, Sondgerath
D (Hrsg.)(2004) Habitatmodelle — Methodik, Anwendung,
Nutzen. Tagungsband zum Workshop vom 8.-10. Oktober
2003 am UFZ Leipzig. UFZ-Berichte 9/2004.

Die Auswahl an Giitemalien ist sehr grol und die
korrespondierende Literatur umfangreich. Wahrschein-
lichkeitsvorhersagen spielen in der Medizin und der Me-
teorologie eine groBe Rolle, daher stammt ein wich-
tiger Teil der Literatur aus diesen Fachgebieten (Har-
rell 2001; Harrell et al. 1996; Steyerberg et al. 2000,
2001; Brier 1950; Dawid 1986; Murphy & Winkler
1992). Fiir den Bereich der Habitatmodellierung sind
die Ubersichten von Fielding & Bell (1997); Manel et al.
(2001) sowie von Pearce & Ferrier (2000) hervorzuhe-
ben.

Wir beschrinken uns hier auf solche Malle, die
entweder besonders hiufig verwendet werden oder
die wir fiir besonders vielversprechend halten. Ins-
besondere diskutieren wir: Fehlerrate, Sensitivitit,
Spezifizitit, AUC (Flache unter der Receiver Operating
Characteristic (ROC) Kurve), Cohen’s Kappa x, R?
nach Nagelkerke (1991), das im folgenden mit R}
bezeichnet wird, Brier Index, sowie Achsenabschnitt
und Steigung der Kalibrierungsgeraden.

Bevor wir mit den Einzeldarstellungen beginnen,
stellen wir einen Interpretationsrahmen fiir die Beurtei-
lung von Wahrscheinlichkeitsvorhersagen vor. Er wur-
de von Murphy & Winkler (1992) im Rahmen der Vor-
hersage von Niederschlagsereignissen entwickelt. In der
Diskussion gehen wir dann auf die Problematik der
Schitzung der Giitemalie ein. AbschlieBend geben wir
einige Empfehlungen fiir die Auswahl eines geeigneten
Satzes von Giitemalen.
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3.2 Die diagnostische Beurteilung von
Wahrscheinlichkeitsvorhersagen

3.2.1 Grundidee

Ausgangspunkt fiir den Ansatz von Murphy & Wink-
ler (1992) ist die gemeinsame Verteilung (joint distri-
bution) der Vorhersagen und der beobachteten Vorkom-
men. Sie beschreibt, wie wahrscheinlich die verschie-
denen Kombinationen von vorhergesagter Wahrschein-
lichkeit und beobachtetem Vorkommen sind. Diese Ver-
teilung selbst ist unbekannt; wir konnen lediglich versu-
chen, sie anhand der beobachteten Vorkommen und der
dazugehorigen Vorhersagen zu rekonstruieren bzw. mit
einigen Kennzahlen zu charakterisieren. Man kann alle
der im folgenden diskutierten Giitemale so auffassen,
dass sie verschiedene Aspekte dieser gemeinsamen Ver-
teilung beschreiben. Séamtliche dieser Giitemalie lieBen
sich aus dieser gemeinsamen Verteilung berechnen (vgl.
Tab. 3.1).

Wir bezeichnen im folgenden die Vorhersagen mit
/. die Beobachtungen mit y und die gemeinsame Vertei-
lung mit p(f, y). Die Werte von f liegen alle im Bereich
von [0, 1], wihrend y entweder den Wert 0 (Nichtvor-
kommen) oder 1 (Vorkommen) annimmt.

Murphy und Winkler schlagen nun vor, die ge-
meinsame Verteilung p(f ») in das Produkt aus einer
bedingten Verteilung und einer Randverteilung zu zerle-
gen. Dies kann auf zwei Weisen geschehen. Zum einen
kann man sich die bedingte Wahrscheinlichkeit der
Vorkommen, gegeben die Vorhersagen anschauen, die
dann mit der Verteilung der Vorhersagen multipliziert
wird: p(f,y) = p(y|f)p(f) . Diese Zerlegung nennen
Murphy und Winkler Kalibrierungs-Verfeinerungs-
Faktorisierung (calibration-refinement factorization).
Analog dazu ist die likelihood-base rate Faktorisierung
gegeben durch: p(f,y) = p(fly)p(¥), d.h. es wird die
Verteilung der Vorhersagen, gegeben die tatsdchlichen
Vorkommen betrachtet, multipliziert mit der Verteilung
der Vorkommen (p(y) ist bernoulliverteilt).

Die Kalibrierung entspricht der bedingten Vertei-
lung der Beobachtungen, gegeben die Vorhersagen,
p(y | f). Bei einem gut kalibrierten Modell entspricht
der Anteil der beobachteten Vorkommen jeweils der
vorhergesagten Wahrscheinlichkeit, d.h. p(y=I| ) = f.
Einen guten Eindruck von der Kalibrierung eines Mo-
dells erhdlt man, wenn man die empirischen relativen
Hiufigkeiten der Vorkommen gegen die vorhergesagten
Wahrscheinlichkeiten auftriigt, wie in Abb. 3.1. Die
erste Diagonale (Identitdt) entspricht einem perfekt
kalibrierten Modell. Wenn ein Modell gut kalibriert
ist, dann kann man die vorhergesagten Wahrschein-
lichkeiten als zu erwartende relative Héaufigkeiten
interpretieren. Modelle sind héufig schlecht kalibriert
und machen zu extreme Prognosen (overconfident). Das
bedeutet beispielsweise, dass bei einer vorhergesagten

Vorkommenswahrscheinlichkeit von 0,9 lediglich in
80% der Fille empirisch ein Vorkommen beobachtet
wird, oder dass 30% Vorkommen beobachtet werden,
obwohl das Modell lediglich eine Vorkommenswahr-
scheinlichkeit von 0,12 vorhersagt. Wir gehen auf die
Kalibrierungskurve noch einmal detaillierter ein, wenn
wir die Kalibrierungsmafle diskutieren.

Die Verfeinerung (refinement) ist die Randvertei-
lung p(f) der vorhergesagten Wahrscheinlichkeiten.
Sie ist ebenfalls in Abb. 3.1 dargestellt und sagt etwas
dariiber aus, wie nahe die vorhergesagten Wahrschein-
lichkeiten bei Null oder Eins liegen.

Die Zerlegung in die bedingte Verteilung der
Vorhersagen, gegeben die empirischen Vorkommen
bzw. Nichtvorkommen p(f]y) und die Privalenz
p(y)(a priori Wahrscheinlichkeit eines Vorkommens,
base rate) ist die Grundlage fiir die Abschitzung
der Diskriminanz des Modells, also der Fahigkeit,
zwischen Vorkommen und Nichtvorkommen zu unter-
scheiden. Das Likelihood-Diagramm (Abb. 3.2) stellt
zwei Haufigkeitsverteilungen vorhergesagter Wahr-
scheinlichkeiten dar. Zum einen fiir die Fille, in denen
tatsichlich ein Vorkommen beobachtet wird, und zum
anderen fiir die Fille, in denen ein Nichtvorkommen
beobachtet wurde. Je stirker die beiden Verteilungen
tiberlappen, desto schlechter ist das Modell in der Lage,
Vorkommen von Nichtvorkommen zu unterscheiden.
Das Likelihood-Diagramm diskutieren wir noch einmal
eingehender im Kontext der Mafle zur Diskriminanz.

Wenn ein Modell perfekt kalibriert und vollstindig
verfeinert (refined) ist, dann wird fiir alle tatsichlichen
Vorkommen eine Vorkommenswahrscheinlichkeit von 1
vorhergesagt, und fiir alle tatsdchlichen Nichtvorkom-
men eine Vorkommenswahrscheinlichkeit von null. Ein
solches Modell zeigt entsprechend perfekte Diskrimi-
nanz, d.h. die Fehlerrate ist 0 und der AUC ist 1 (s.u.).
Der Umkehrschluss gilt jedoch nicht: Ein Modell mit ei-
ner Fehlerrate von 0 muss weder besonders gut kalibriert
sein, noch miissen die vorhergesagten Wahrscheinlich-
keiten alle 0 oder 1 betragen, oder auch nur nahe 0 oder
1 liegen.

3.2.2 Grenzen des Ansatzes

Samtliche der im folgenden diskutierten GiitemaBe
lassen sich in diesen Interpretationsrahmen einordnen.
Er hat jedoch Grenzen, von denen wir zwei aufzeigen
mochten.

Zum einen tauchen in der Betrachtung keine Beziige
zu den Habitatvariablen mehr auf. Daher lassen sich
Modelldefizite nicht hinsichtlich bestimmter Habitatei-
genschaften verorten.

Zum anderen gehen Nachbarschaftsbeziehungen
zwischen den einzelnen Vorhersagen verloren. Diese
Nachbarschaftsbeziehungen konnen beispielsweise
rdaumlicher oder zeitlicher Art sein. Muster rdumlicher



Autokorrelation in den Residuen der Modellvorher-
sagen werden somit nicht betrachtet, dhnliches gilt
fiir zeitliche Autokorrelation, die beispielsweise dann
auftreten kann, wenn die Vorhersagen fiir mehrere
Zeitschritte an den gleichen Orten gemacht werden.

3.3 Kleines Bestiarium verschiedener
Giitemalle

Im folgenden stellen wir einige der wichtigsten
Giitemafle vor. Wir beginnen mit Maflen, die mit den
vorhergesagten Wahrscheinlichkeiten arbeiten. Danach
kommen MaBe, die mit Klassifikationen arbeiten, in
der also die Wahrscheinlichkeiten auf Vorkommenspro-
gnosen abgebildet wurden. Die MaBle werden jeweils in
Bezug zu dem oben eingefiihrten Ansatz von Murphy
& Winkler (1992) gesetzt.

3.3.1 Malfe, die mit vorhergesagten
Wahrscheinlichkeiten arbeiten

Kalibrierung: Steigung und Achsenabschnitt der
Kalibrierungsgerade.

Die Kalibrierung misst das AusmaB, in dem die vorher-
gesagten Wahrscheinlichkeiten mit den empirischen re-
lativen Haufigkeiten der Vorkommen iibereinstimmen.
Ein typisches Phdnomen von Modellen, die zu sehr an
die Daten angepasst wurden (Problem des overfitting,
vgl. Schréder & Reineking 2004a,b, in diesem Band), ist
eine zu hohe anscheinende Prognosesicherheit; die vor-
hergesagten Wahrscheinlichkeiten sind zu extrem. Klei-
ne Vorkommenswahrscheinlichkeiten sind kleiner als
die beobachteten relativen Haufigkeiten, und grofie Vor-
kommenswahrscheinlichkeiten sind héher als die beob-
achteten relativen Haufigkeiten.

Man kann die Fehlkalibrierung quantifizieren, in-
dem man eine Kalibrierungskurve — im logit-Mafstab
als Kalibierungsgerade — berechnet. Dabei handelt es
sich um eine logistische Regression, die als einzige er-
kldrende Variable den logit der vorhergesagten Wahr-
scheinlichkeiten verwendet und als zu erkldrende Varia-
ble die beobachteten Vorkommen und Nichtvorkommen
(Steyerberg et al. 2001). Im Fall eines perfekt kalibrier-
ten Modells hat die Kalibrierungskurve die Form einer
Geraden (s. Abb. 3.1).

Der Achsenabschnitt dieser Kalibrierungsgeraden
gibt an, ob sich die vorhergesagten Wahrschein-
lichkeiten im Mittel von der beobachteten Vorkom-
menshéaufigkeit unterscheiden, d.h. ob das Modell das
Vorkommen systematisch unter- oder {iberschétzt. Die
Abweichung der Steigung der Kalibrierungsgeraden
von 1 (45°-Gerade) misst hingegen, ob die Vorhersagen
zu extrem sind, das Modell also beispielsweise eine
zu hohe Vorhersagesicherheit vorspiegelt. Dies ist bei
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Steigungen < 1 der Fall. Mit diesen beiden GréBen
konnen natiirlich nicht alle Aspekte der Kalibrierung
abgedeckt werden; es handelt sich lediglich um eine
lineare Niherung an die Kalibrierungseigenschaften
des Modells. So kann die Abweichung vorwiegend bei
hohen oder bei geringen vorhergesagten Wahrschein-
lichkeiten auftreten. Je nachdem, wie wichtig Fehler bei
der Vorhersage von Vorkommen oder Nichtvorkommen
sind, haben diese verschiedenen Formen fehlender
Kalibrierung unterschiedliches Gewicht aus Sicht der
Modellanwender.

Wenn man feststellt, dass das Modell schlecht ka-
libriert ist, gibt es mehrere Mdglichkeiten fortzufah-
ren: Bei einer geringen Abweichung kann die Kali-
brierungskurve verwendet werden, um die Modellvor-
hersagen zu korrigieren. Anstelle der vorhergesagten
Wahrscheinlichkeiten P verwendet man die korrigierten
Wahrscheinlichkeiten P, die man durch Verwendung
des Achsenabschnitts ¥ und der Steigung y; der logi-
stischen Kalibrierungskurve erhlt:

p -1
P, = [l—rcxp (—70—71 lnl—f’)] (3.1)

Falls die Abweichungen erheblich sind, sollte ein
anderes Modell gewahlt werden. Bei Uberanpassung
ist es sinnvoll, die Modellkomplexitit zu beschrénken.
Dafiir eignet sich bei logistischen Regressionsmodel-
len und bei neuronalen Netzwerken ein Verfahren, das
als shrinkage oder regularization bezeichnet wird. Sie-
he hierzu auch den Beitrag von Reineking & Schroder
(2004) zur Variablenselektion in diesem Band.

Kalibrierung und Refinement: R? nach Nagelkerke

Ein Modell sollte gut kalibriert und verfeinert sein.
Allein betrachtet, sind die Eigenschaften zwar
wiinschenswert, aber nicht hinreichend. So ist ein
Modell, das immer die gleiche Wahrscheinlichkeit vor-
hersagt, die der tatsichlichen Privalenz entspricht, zwar
perfekt kalibriert, aber es ist nutzlos fiir das Trennen
von Vorkommen und Nichtvorkommen. Andererseits
ist ein Modell, dessen Vorhersagen immer 0 oder 1
sind, zwar perfekt verfeinert und sagt klare Klassen-
zugehorigkeiten voraus, wenn aber die tatséchlichen
Beobachtungen davon abweichen, d.h. das Modell
schlecht kalibriert ist, ist es ebenfalls nur eingeschrinkt
nutzbar.

Der R>-Wert nach Nagelkerke (1991) (R%) ist
ein MaB, das die Kalibrierung und das Refinement
p(f) eines Modells gemeinsam bewertet. R, ist eine
Verallgemeinerung des BestimmtheitsmaBes R?, das
standardmiBig fiir lineare Regressionsmodelle verwen-
det wird und den Anteil der vom Modell reprisentierten
Varianz quantifiziert (z.B. Sokal & Rohlf 1995). Ein
R} von eins wird erreicht, wenn das Modell nur
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Tabelle 3.1. Definition von Aspekten der Vorhersagequalitiit sowie Angabe relevanter Graphen und GiitemaBe. Veriindert nach

Murphy & Winkler (1992).

Name Definition Graphen und MaBe

Kalibrierung AusmaB, in dem die vorhergesagten Wahrscheinlichkeiten mit Kalibrierungsdiagramm, Achsenabschnitt

(calibration) den empirischen Haufigkeiten der Vorkommen iibereinstimmen, und Steigung der Kalibrierungsgeraden.
p(¥|f)- Ein spezieller Aspekt ist der unconditional bias, der die R? nach Nagelkerke (beriicksichtigt auch
Abweichung der mittleren vorhergesagten Vorkommenswahr- refinement)
scheinlichkeit von der empirischen Haufigkeit bezeichnet.

Verfeinerung, AusmaB, in dem die vorhergesagten Wahrscheinlichkeiten bei RZ nach Nagelkerke (beriicksichtigt auch

Liuterung null oder eins liegen, p(f) Kalibrierung)

(refinement)

Diskriminanz Ausmal, in dem die Vorhersagen zwischen Vorkommen (y=1) AUC, Dy, Fehlerrate, Sensitivitét, Spezifi-

(discrimination)  und Nichtvorkommen (y=0) unterscheiden, p(f]y). zitiit, likelihood ratios

accuracy Durchschnittliche Ubereinstimmung zwischen Vorhersagen und Brier Index (quadratische Gewichtung der

Beobachtungen

Fehler), D = (Modelly? — 1) /N (logarithmi-
sche Gewichtung der Fehler)

Wahrscheinlichkeiten von 0 und 1 vorhersagt (also
vollstandig refined ist) und alle Beobachtungen korrekt
vorhergesagt werden (das Modell also perfekt kalibriert
ist). In diesem Fall reprasentiert das Modell sédmtliche
Varianz in den Daten — das Modell macht determini-
stische und korrekte Vorhersagen. Ein R%, von 0 wird
erreicht, wenn das Modell konstant die beobachtete
Privalenz vorhersagt. Die Skalierung zwischen diesen
beiden Referenzpunkten geschicht {iber eine logarith-
mische Gewichtungsregel (scoring rule). Ein R%, < 0 ist
moglich.

Wenn LL die Log Likelihood des Modells ist, LL
die Log Likelihood des Nullmodells, d.h. des Modells,
das fiir alle Beobachtungen den Wert der Privalenz vor-
aussagt, und N die Anzahl Beobachtungen, dann ist Ry
gegeben durch:

— 2 (LL—LL

Ri, _ l—e ,v(2 0) (3.2)
1 —ewth
R% hat bislang nicht die gleiche Verbreitung
gefunden wie das Bestimmtheitsmall der linearen
Regression. Eine mogliche Ursache dafiir ist, dass es
keine vergleichbar eingidngige graphische Darstellung
der Ubereinstimmung von Vorhersagen und Beob-
achtungen gibt. Ein weiteres, eher psychologisches
Problem besteht darin, dass die Werte notorisch klein
sind, wesentlich kleiner als die aus der gewohnlichen
linearen Regression bekannten Werte (Hosmer &
Lemeshow 2000).

Ein hohes R2y bedeutet, dass das Modell gut ka-
libriert ist und dass es gut zwischen Vorkommen und

Nichtvorkommen unterscheiden kann.

Diskriminanz: AUC

Der AUC-Wert (Area Under the ROC-Curve) gibt
den Flicheninhalt unter der ROC-Kurve (Receiver-
Operating-Characteristics, s. Hanley und McNeil 1982,

Abb. 3.4) an. Er kann als die Wahrscheinlichkeit inter-
pretiert werden, dass bei einem zufillig gezogenen Paar
von Beobachtungen, von denen eine ein Vorkommen
und die andere ein Nichtvorkommen ist, das Modell
eine hohere Vorkommenswahrscheinlichkeit fiir das
tatsdchliche Vorkommen vorhersagt (Fielding & Bell
1997).

ROC-Kurven werden auf die folgende Weise
konstruiert: Jede vom Modell vorhergesagte Vor-
kommenswahrscheinlichkeit wird als Schwellenwert
verwendet, so dass alle Beobachtungen mit einer
kleineren vorhergesagten Vorkommenswahrscheinlich-
keit als dieser Schwellenwert als Nichtvorkommen
vorhergesagt werden und alle anderen als Vorkommen.
Ausgehend von dieser Klassifikation (s.u.) werden die
Sensitivitit und die Spezifizitit zu diesem Schwel-
lenwert berechnet. Die Sensitivitit ist der Anteil der
tatsdchlichen Vorkommen, der korrekt klassifiziert
wurde, wihrend die Spezifizitit den Anteil der korrekt
vorhergesagten Nichtvorkommen beschreibt (vgl. Abb.
3.5). Die Sensitivititswerte werden dann gegen die
entsprechenden Werte von (1—Spezifizitit) aufgetragen
(Hanley & McNeil 1982).

AUC kann auf verschiedene Weisen berechnet wer-
den. Zum einen liegt es nahe, eine ROC-Kurve zu kon-
struieren und die Fliche unter dieser Kurve zu berech-
nen. Die von uns favorisierte Variante nutzt aus, dass
der AUC der skalierten Mann-Whitney-U-Statistic bzw.
Wilcoxon-Statistik entspricht (Harrell 2001). Anstelle
der vorhergesagten Wahrscheinlichkeiten werden deren
Riénge verwendet. Dann wird der mittlere Rang der Vor-
hersagen fiir die Beobachtungen mit tatsichlichem Vor-
kommen, R, berechnet. AUC ldsst sich dann berechnen

als:
1 - N +1
Ry — 1+
N—-M 2

wobei N die Gesamtzahl der Beobachtungen und N; die
Zahl der Vorkommen bezeichnet.

AUC = (3.3)
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Abb. 3.1. Attributdiagramm zur Visualisierung der

Kalibrierungs-Refinement-Zerlegung. Im oberen Teil der
Graphik wird das Refinement, d.h. die Dichte der vor-
hergesagten Wahrscheinlichkeiten dargestellt. Der untere
Teil der Graphik ist eine Kalibrierungskurve, in der die
bedingte Verteilung der tatsdchlichen Vorkommen fiir die
verschiedenen Vorhersagen p(y|f) aufgetragen wird. Die
graue Kurve beschreibt die logistische Kalibrierungskurve.
Die durchgezogene schwarze Kurve bezieht sich auf eine
loess-Glittungskurve, d.h. eine robuste, lokal gewichtete
Regression zwischen den beobachteten Vorkommen und
vorhergesagten Wahrscheinlichkeiten, deren Form stérker von
den Daten beeinflusst wird als die modellgeleitete logistische
Kalibrierungskurve (Cleveland 1981). Die gestrichelte Win-
kelhalbierende markiert die Kalibrierungsgerade eines perfekt
kalibrierten Modells; die strichpunktierten Linien bezeichnen
die beobachtete Privalenz.
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Abb. 3.2. Likelihooddiagramm zur Visualisierung der

Likelihood-Base rate-Zerlegung. Es zeigt die Dichten der
‘Wabhrscheinlichkeitsvorhersagen fiir die Vorkommen und fiir
die Nichtvorkommen, d.h. die bedingte Verteilung der Vorher-
sagen gegeben die Vorkommen p(f|y).
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Abb. 3.3. Kalibrierungskurve. Die Idealline ist durch die ge-
strichelte Winkelhalbierende gegeben. Die durchgezogene Li-
nie gibt die logistische Kalibrierungskurve an. Zusétzlich sind
die Beobachtungen eingezeichnet. Die Beobachtungen wur-
den entsprechend der vorhergesagten Wahrscheinlichkeiten
gruppiert, die in zehn Intervalle mit einer Breite von jeweils
0,1 eingeteilt wurden. Die Zahlen bei den Punkten geben je-
weils die Anzahl der Beobachtungen an, die in das Inter-
vall fielen, die Striche markieren das 95% Konfidenzintervall,
das unter Annahme einer Binomialverteilung berechnet wur-
de. Die Steigung der Kalibrierungskurve ist kleiner eins, d.h.
das Modell macht zu extreme Vorhersagen, es ist overconfi-
dent.
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Abb. 3.4. ROC-Kurve.

Anstelle der Bezeichnung AUC findet sich in der
Literatur auch concordance index c. Eng verwandt
mit AUC ist Somer‘s Dy, (Harrell 2001); es gilt Dy, =
2(AUC - 0,5). Da AUC eine Rangstatistik ist, verandert
sich der Wert nicht, wenn die zugrundeliegenden
Wahrscheinlichkeitsvorhersagen monoton transformiert
werden. Er ist dadurch weitgehend unempfindlich
gegeniiber schlechter Kalibrierung.

Der bestmégliche Wert von AUC ist 1, er entspricht
einer perfekten Trennung von Vorkommen und Nicht-
vorkommen. Ein Wert von 0,5 entspricht einem Modell
mit konstant vorhergesagter Wahrscheinlichkeit. Hos-
mer & Lemeshow (2000) geben folgende Werte zur Ein-
ordnung der AUC-Werte an:

0,7 < AUC < 0,8 = acceptable

0,8 < AUC < 0,9 = excellent

0,9 < AUC = outstanding

Ein AUC von 1 wird erreicht, wenn es wenigstens
einen Schwellenwert gibt, bei dem der Klassifikations-
fehler auf null sinkt. Das Phinomen wird im Englischen
als complete separation bezeichnet. In diesem Fall las-
sen sich die Modellparameter bei einer logistischen Re-
gression nicht mehr mit dem Verfahren der maximum
likelihood bestimmen (s. Schroder & Reineking 2004a,
in diesem Band); denn die Likelihood wird umso groBer,
je steiler die Kurve der vorhergesagten Vorkommens-
wahrscheinlichkeiten von dem Bereich der Vorkommen
zu dem Bereich der Nichtvorkommen abfillt, so dass
die Absolutbetrige der Parameterschitzungen gegen un-
endlich streben. Eine Mgglichkeit, mit dieser Situation
umzugehen, sind die oben bereits erwihnten shrinkage-
Verfahren, die auch unter vollstindiger Trennung von
Vorkommen und Nichtvorkommen noch endliche Para-
meterwerte schitzen und dariiber hinaus die Kalibrie-
rung der Modelle haufig verbessern (siehe auch den Bei-

trag von Reineking & Schréder 2004 iiber Variablense-
lektion in diesem Band).

Accuracy: Brier Index und mittlere Devianz

Eine weitere Gruppe von Maflen bestimmt die
durchschnittliche Abweichung zwischen Vorhersage
und Beobachtung. Diese werden von Murphy &
Winkler (1992) dem Bereich accuracy zugeordnet.
Ublicherweise wird entweder ein quadratisches oder
ein logarithmisches Abstandsmal} verwendet.

Der Brier Index wird im Bereich der Meteorologie
hiufig verwendet. Er entspricht dem mittleren quadrati-
schen Fehler zwischen vorhergesagter Wahrscheinlich-
keit und tatséchlichem Vorkommen bzw. Nichtvorkom-
men:

1
Brier = N > i— pi)?

Der Wert des Brier Index liegt in der Regel zwischen
0 (perfektes Modell) und 0,25 (wertloses Modell). Der
hochstmogliche Wert ist 1, aber Werte von mehr als 0,25
werden nur erreicht, wenn das Modell eine schlechtere
Anpassung aufweist als ein Modell, das konstant eine
Vorkommenswahrscheinlichkeit von 0,5 voraussagt.

Es gibt verschiedene Malle, die auf der logarithmi-
schen Skala die mittlere Abweichung bestimmen. Eine
Methode ist, die durchschnittliche log(Likelihood) pro
Beobachtung zu berechnen (Hilden et al. 1978), d.h.

(3.4)

1 1
D= GLL= 3 yilog(pi)+(1—y)log(1 - pi)

Alternativ kann die mittlere Devianz berechnet wer-
den, die gleich —2D ist. Steyerberg et al. (2001) be-
stimmen D als —2/n log(Likelihood). Die logarithmi-
sche Gewichtung entspricht derjenigen, die fiir die An-
passung der Modelle verwendet wird. Bei der loga-
rithmischen Gewichtung der Fehler kann eine einzelne
falsche Vorhersage dazu fithren, dass der Index einen
sehr ungiinstigen Wert annimmt. Das ist dann der Fall,
wenn dem eingetretenen Ereignis eine sehr kleine Wahr-
scheinlichkeit zugeschrieben wurde, also fiir eine Fliche
mit Vorkommen eine sehr geringe Vorkommenswahr-
scheinlichkeit geschitzt wurde. Dieser Index ist daher
wesentlich empfindlicher gegeniiber falsch kalibrierten,
tiberangepassten Modellen als der Brier Index.

3.3.2 Male, die eine Diskretisierung voraussetzen

Fine wichtige Gruppe von Giitemaflen arbeitet nicht
mit den vorhergesagten Wahrscheinlichkeiten, sondern
mit Klassifizierungen, d.h., dass fiir jede Beobachtung
vorhergesagt wird, ob der Organismus vorkommt oder
nicht. Einige Verfahren wie beispielsweise regelbasierte



Entscheidungsbiume liefern ausschlieBlich diese Infor-
mation, so dass die im oberen Abschnitt besprochenen
GiitemaBe nicht angewendet werden konnen. Die
vorhergesagten Vorkommen und Nichtvorkommen
werden mit den Beobachtungen verglichen und daraus
wird eine Klassifikationsmatrix (engl. classification
matrix oder confusion matrix) erstellt, die einer Vier-
feldertafel entspricht (Abb. 3.5): die Anzahl richtig
vorhergesagter Vorkommen (a), die Anzahl richtig
vorhergesagter Nichtvorkommen (d), die filschlich als
Vorkommen prognostizierten Nichtvorkommen (b) so-
wie die falschlich als Nichtvorkommen prognostizierten
Vorkommen (c).

Klassifikationsmatrix

Daten

Prog- 1
nose 0

% korrekt: (a+d)/n
Sensitivitat: af(a+c)
Spezifizitat: df(b+d)

Abb. 3.5. Klassifkationsmatrix und einige abgeleitete
GiitemaBe. ,% korrekt* bedeutet den Anteil korrekter
Prognosen.

Ausgehend von der Klassifikationsmatrix kénnen
eine Reihe von GiitemaBlen berechnet werden. Hierzu
gehdren zB. die weit verbreiteten Mafle Gesamtvor-
hersagefehler, Sensitivitit und Spezifizitat (s.0.) sowie
Cohen’s Kappa (s.u.). Eine erweiterte Ubersicht stellen
Fielding & Bell (1997) zur Verfiigung.

Da in der Klassifikationsmatrix keine Information
mehr iiber die vorhergesagten Wahrscheinlichkeiten ent-
halten ist, quantifizieren diese Malle in erster Linie ver-
schiedene Aspekte der Diskriminanz und eignen sich
kaum zur Quantifizierung der Kalibrierungseigenschaf-
ten des Modells.

Diskriminanz: Fehlerrate, Sensitivitit, Spezifizitat

Die Fehlerrate bzw. alternativ der Anteil korrekter Klas-
sifikation (matching index) ist wohl das am héufigsten
verwendete Giitemal3. Ein Problem der Fehlerrate ist,
dass sie sehr stark von der Prévalenz abhingig ist (s.
Abb. 3.7). So iiberrascht eine geringe Fehlerrate nicht,
wenn eine der beiden Klassen sehr haufig ist und auch
hiufig vorhergesagt wird. Betriigt beispielsweise der
Anteil der Vorkommen 10% und in 15% der Fille wird
ein Vorkommen vorhergesagt, dann ist der erwartete
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Haufigkeitsverteilung

der Nichtvorkommen Haufigkeitsverteiung

der Yorkommen
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0 0.5 1
Vaorhergesagte Vorkommenswahrscheinlichkeit

Abb. 3.6. Effekt der Wahl des Klassifikationsschwellenwer-
tes auf Statistiken der Klassifikationsmatrix (verindert nach
Pearce & Ferrier 2000). Je niedriger der Schwellenwert ist,
desto groBer ist der Anteil tatsdchlicher Vorkommen, der rich-
tig klassifiziert wird (Sensitivitit). Gleichzeitig nimmt aber die
Spezifizitit ab, d.h. dass der Anteil falsch klassifizierter Nicht-
vorkommen steigt (siehe auch Abb. 3.7).
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Abb. 3.7. Abhéngigkeit des Anteils korrekter Klassifikationen,
der Sensitivitdt und Spezifizitit vom Klassifikationsschwellen-
wert (verdndert nach Schréder & Richter 2000).

Anteil richtiger Vorhersagen bereits 78% (0,1 - 0,15
+ 0,9 - 0,85), wenn die Vorhersagen rein zufillig und
die Ereignisse unabhiingig sind. Der Anteil korrekter
Vorhersagen muss daher immer unter Beriicksichtigung
der Privalenz beurteilt werden.

Ein weiteres Problem ist, dass Fehlerrate und Anteil
korrekter Klassifikationen nichts dariiber aussagen, wel-
che Fehler gemacht wurden — ob vor allem tatsachliche
Vorkommen nicht erkannt wurden oder Vorkommen
prognostiziert wurden, wo keine beobachtet wurden.

Sensitivitat und Spezifizitit quantifizieren die Vor-
hersagerichtigkeit beziiglich der Vorkommen oder der
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Nichtvorkommen (vgl. Abb. 3.5). Diese beiden Malle
ergénzen somit die Information der Fehlerrate. Wenn die
drei MaBe angegeben sind und die Gesamtzahl der Be-
obachtungen, dann lésst sich die Klassifikationsmatrix
rekonstruieren, und andere GiitemaBe, die auf der Klas-
sifikationsmatrix beruhen, berechnen.

Diskriminanz: Cohen‘s Kappa

Wie oben gezeigt, ist der Anteil korrekter Vorhersagen,
die bereits zufillig zu erwarten sind, von der Pravalenz
und der Héaufigkeit der vorhergesagten Vorkommen
(,,Vorhersageprdvalenz‘) abhingig. Die Idee, auf der
Cohen‘s Kappa beruht, ist nun, diesen Anteil erwarteter
korrekter Vorhersagen von dem beobachteten Anteil
korrekter Vorhersagen abzuziehen, und so zu normie-
ren, dass das Maximum 1 ist. Aufgrund dieses Ansatzes
wird Cohen‘s Kappa oftmals als zufallskorrigiertes
MaB fiir den Anteil korrekter Vorhersagen bezeichnet
(Cohen 1960; Pontius 2000).
Kappa wird folgendermaBen berechnet:

x= Pobserved — Pexpected

l_Pexpecred
_ %korrekt —[pppy + (1—pp)(1—pr)|
1—[pppy +(1—pp)(1—py)]

wobei %korrekt den Anteil korrekter Vorhersagen,
(a+d)/n in Abb. 3.5, bezeichnet; pp ist der Anteil der
Vorkommen an allen Beobachtungen, (a+c¢)/n in Abb.
3.5 und damit eine Schitzfunktion fiir die Privalenz; py
die ,,Vorhersageprivalenz*, (a+ b)/n in Abb. 3.5, be-
zeichnet den als Vorkommen klassifizierten Anteil der
Vorhersagen.

Die Niitzlichkeit von Cohen‘s Kappa wird sehr
unterschiedlich bewertet. Beispielsweise wird der
Wert von Kappa von der Privalenz beeinflusst, so
dass Kappa-Werte selten iiber verschiedene Studien
hinweg vergleichbar sind (Thompson & Walter 1988,;
Feinstein & Cicchetti 1990). Zudem herrscht Uneinig-
keit dariiber, wie verschiedene Werte von Kappa zu
interpretieren sind, und es gibt verschiedene Vorschldge
fiir Bewertungen von Kappa:

Nach Landis & Koch (1977):

(3-5)

Kappa index Degree of agreement

0,0-0,4 slight to fair model performance
0,4-0,6 moderate

0,6-0,8 substantial and

0,8-1,0 almost perfect

Nach Monserud & Leemans (1992):

Kappa index Degree of agreement
< 0,05 No

0,05-0,20 Very poor

0,20 - 0,40 Poor

0,40 - 0,55 Fair

0,55-0,70 Good

0,70 - 0,85  Very good
0,85-0,99 Excellent

0,99 - 1,00 Perfect

Zur Problematik des Schwellenwertes

Giitemalle, die auf der Klassifikationsmatrix beruhen,
werden héufig aus zwei Griinden kritisiert. Zum einen
ginge durch die Klassifikation Information verloren,
weil nur noch betrachtet wird, ob eine Vorhersage
grofler oder kleiner als ein bestimmter Schwellen-
wert ist. Zum anderen hingen die Eintrdge in der
Klassifikationsmatrix, und damit die Werte der ab-
geleiteten Giitemafle, sehr stark von dem gewihlten
Schwellenwert ab (s. Abb. 3.7).

Zum ersten Argument ldsst sich entgegnen, dass
alle Kennzahlen Information ,,vernichten”, um einen
bestimmten Aspekt der Modellvorhersagen deutlicher
werden zu lassen. Die urspriinglichen Vorhersagen
lassen sich aus keinem Giitemall rekonstruieren; es
ist daher nicht wesentlich, dass ein Giitemall In-
formation vernachléssigt, sondern es kommt darauf
an, ob es relevante und interpretierbare Aspekte des
Modellverhaltens quantifiziert.

Dem zweiten Argument lésst sich sagen, dass
0,5 ein ausgezeichneter Schwellenwert ist, der bei-
spielsweise bei einem korrekt kalibrierten Modell den
Gesamtvorhersagefehler minimiert. Um Vergleich-
barkeit zu gewihrleisten, sollte dieser Schwellenwert
gewihlt werden. Wenn Griinde vorliegen, warum die
beiden Fehlertypen in der Vorhersage unterschiedlich
gravierend sein sollten, dann kann es sinnvoll sein,
die Giitemafle zusitzlich fiir abweichende Schwel-
lenwerte zu berechnen, die die Bedeutung der Fehler
beriicksichtigen. Oftmals wird jedoch durch die daten-
geleitete Wahl eines von 0,5 abweichenden Schwel-
lenwertes, etwa durch Optimierung hinsichtlich eines
Giitemalfles (vgl. Franklin 1998; Guisan et al. 1998,
1999; Schréder & Richter 2000), in erster Linie eine
Rekalibrierung des Modells vorgenommen. Es scheint
uns aber sinnvoller zu sein, in einem ersten Schritt das
Modell so gut wie moglich zu kalibrieren (s.0.) und den
Schwellenwert dann ausschlielich in Abhéngigkeit
von der Bewertung der verschiedenen Fehler zu
wihlen. Dieser kann z.B. mit Hilfe des Programms
ROC_AUC (Schroder 2003) berechnet werden (http:
//brandenburg. geoecology.uni-potsdam.de/
users/schroeder/download.html), das auch eine
Berechnung des AUC-Wertes samt Konfidenzintervall
ermoglicht (s.u.).



Mit dem Nachteil, keine Information iiber die Wahr-
scheinlichkeiten zu verwenden, ist andererseits auch der
Vorteil verbunden, dass diese MaBe auch fiir Klassifika-
tionsverfahren anwendbar sind, die keine Wahrschein-
lichkeiten ausgeben, sondern direkt das Klassifikations-
ergebnis, wie z.B. Klassifikationsbdume. Sie haben da-
mit ein breiteres Anwendungsfeld.

3.4 Konfidenzintervalle fiir Giitemalie

Eine sinnvolle Modellbewertung umfasst nicht allein
die Berechnung geeigneter Giitemalle, sondern auch
eine Abschitzung ihrer Unsicherheit. Eine sehr ho-
her Wert der Modellgiite sagt nicht besonders viel
aus, wenn er sehr unsicher ist. Eine Abschitzung
dieser Unsicherheit erfolgt iiber die Berechnung von
Vertrauens- bzw. Konfidenzintervallen, die mit einer
vorgebbaren Wahrscheinlichkeit den wahren Wert des
GiitemaBles iiberdecken. Je weiter ein Vertrauenswall
geschatzt wird, desto unsicherer ist die Schatzung des
GiitemaBles. Beispielsweise ermoglicht das Programm
ROC_AUC (Schroder 2003) die Berechnung von
Konfidenzintervallen fiir AUC — ermittelt mit dem Boot-
strap-Perzentil-Verfahren — als auch fiir Sensitivitéit und
Spezifizitit bei ausgewdhlten Klassifikationsschwel-
lenwerten (s. auch Beitrag von Schréder & Reineking
2004b, in diesem Band).

3.5 Unverzerrte Schiitzung der Werte und
von Vertrauensintervallen

Bislang haben wir die verschiedenen Giitemafle vorge-
stellt, aber potentielle Probleme bei ihrer Berechnung
nicht diskutiert.

Es ist nicht trivial, eine unverzerrte Schitzung der
GiitemaBle zu erhalten. Wenn man dieselben Daten zur
Berechnung des Giitemafle verwendet, mit denen das
statistische Modell angepasst wurde, resultieren zu
optimistische Werte und Konfidenzintervalle (Schroder
& Reineking 2004b; Verbyla & Litvaitis 1989). Das ist
nicht besonders erstaunlich, wurden doch die Modell-
parameter gerade so gewihlt, dass sie die beobachteten
Daten besonders gut beschreiben. Beispiclsweise ist die
Kalibrierung einer logistischen Regression beziiglich
der Daten, auf denen die Parameter geschitzt wurden,
immer perfekt. Fiir einige Verfahren und Giitemalfe,
z.B. die Fehlerrate bei logistischer Regression, ldsst sich
der Optimismus abschétzen (Efron 1986). Im allgemei-
nen ist fiir eine realistische Schitzung der Giitemalie
eine interne oder externe Validierung notwendig. Einige
wichtige Verfahren der internen Validierung werden im
Beitrag von Schroder & Reineking (2004b) in diesem
Band vorgestellt.
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Ein wichtiger Aspekt bei der Berechnung von
Giitemafien ist die Abschiatzung der Unsicherheit,
die mit der Berechnung des GiitemaBles verbunden
ist. Angenommen, ein Modell hat eine geschitzte
Fehlerrate von 10%, und ein zweites Modell hat eine
Fehlerrate von 15%. Es bedeutet einen Unterschied,
ob die Unsicherheit bei diesen Fehlerraten 1% betrégt
oder 10%. Eine Abschidtzung der Unsicherheit bei
Giitemalflen, die mittels interner Validierung berechnet
wurden, haben wir noch in keiner Anwendung gesehen.

3.6 Diskussion und Zusammenfassung

Die Beurteilung von Modellen, die Wahrscheinlich-
keitsvorhersagen machen, beruht auf der gemeinsamen
Verteilung p(f,y) von Vorhersagen und beobachteten
Vorkommen und Nichtvorkommen. Es gibt mehrere
Aspekte dieser gemeinsamen Verteilung, die quan-
tifiziert werden konnen. In jedem Giitemall geht
Information verloren; kein einzelnes GiitemalBl kann
alle Aspekte der Modellgiite erfassen. Die graphische
Darstellung in Form von Attributdiagrammen und
Likelihood-Diagrammen ist sinnvoll, weil komplexe
Muster gut optisch erfasst werden konnen.

Die umfangreiche Diskussion iiber GiitemaBe fiir
Modelle, die Wahrscheinlichkeitsvorhersagen machen,
konnten wir hier nur in Ansétzen umreilen. Zudem ist
die Diskussion keineswegs abgeschlossen, und es ist zu
erwarten, dass weitere GiitemalBe entwickelt werden, die
spezifische Vorziige aufweisen. Der Ansatz von Murphy
& Winkler (1992) scheint uns jedoch als konzeptioneller
Orientierungspunkt in dieser Diskussion sehr niitzlich
zu sein. Insbesondere ist die Verwendung von Attribut-
diagrammen sehr vielversprechend, da sie eine schnelle
visuelle Orientierung erlauben, und die wesentliche In-
formation enthalten, die auf unterschiedliche Weise in
den Giitemalflen codiert ist.

Es ist wiinschenswert, dass sich ein Satz von
GiitemalBlen etabliert, der von vielen Autoren an-
gewendet wird. Harrell schldgt vor, AUC (d.h. den
Konkordanzindex ¢ oder équivalent das Zusammen-
hangsmall Somer’s D,,) und KalibrierungsmaBle zu
verwenden: ,,4 good set of indexes to estimate for
summarizing a model validation is the c or D,,, indexes
and measures of calibration (Harrell 2001, S. 249).

Als KalibrierungsmaBe schlagen wir den Achsen-
abschnitt und die Steigung der Kalibrierungsgeraden
vor. Zudem halten wir den R%, nach Nagelkerke fiir
einen geeigneten Index, da er zusitzlich zur Kalibrie-
rung noch das Refinement quantifiziert. Dariiber hinaus
sollten auch Mafe verwendet werden, die auf Grund-
lage der Klassifikationsmatrix berechnet werden, um
eine Vergleichbarkeit mit Verfahren zu gewihrleisten,
die lediglich eine Klassifikation liefern. Hierfiir bietet
sich trotz einiger Nachteile das Trio aus Sensitivitit,
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Spezifizitdt und Gesamtfehlerrate bzw. Anteil korrekter
Klassifikationen an. Als Schwellenwert sollte dabei 0.5
verwendet werden, gegebenenfalls zusédtzliche Schwel-
lenwerte, falls die beiden Fehlertypen unterschiedliches
Gewicht haben.

Abschlieend méchten wir jedoch noch einmal be-
tonen, dass die verschiedenen GiitemaBe lediglich Hil-
festellungen liefern hinsichtlich der Beurteilung der ent-
scheidenden Frage, ob ein Modell fiir den beabsichtig-
ten Verwendungszweck geeignet ist. Die Beurteilung
der Giite eines Modells fiir einen gegebenen prakti-
schen Zweck wird von den statistischen GiitemaBen
nicht geleistet. Sowohl die relative Bedeutung verschie-
dener Giitemafle als auch die Relevanz der konkreten
Werte hingen vom Kontext der Anwendung ab.
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3.8 Datenblatt

3.8.1 Software

Die Autoren empfehlen die Verwendung von R (free
software) oder S-Plus (Insightful).

3.8.2 Webresources

* R unter www.r-project.org

* Ein Delphi-Programm zur Berechnung von ROC-
Kurven, AUC-Werten samt Konfidenzintervallen
und optimalen Klassifikationsschwellenwerten
unter Beriicksichtigung unterschiedlicher Feh-
lergewichte wird von B. Schroder unter http:
//brandenburg.geoecology.uni-potsdam.
de/users/schroeder/download.html zur
Verfligung gestellt.

3.8.3 Kommentierte Literatur

Sehr gute Uberblicke iiber die GiitemaBe liefern die fol-
genden Arbeiten aus dem Bereich der Habitatmodellie-
rung:

Fielding & Bell (1997) sowie Pearce & Ferrier
(2000) und das allgemeine Buch zu Modellierungsstra-
tegien von Harrell (2001).
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